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CCKS2021： 蕴含实体的中文医疗对话生成评测报告 

李宾
1
，陈恩城

2
，刘鸿儒

3
，翁诣轩

4
，孙斌

1
，李树涛

1
， 

柏勇平
5
，胡美玲

6 

1
湖南大学电气信息与工程学院 

{libincn,shutao_li,sunbin611}@hnu.edu.cn 
2
中山大学数学学院 
1510605163@qq.com 

3
京东科技 

liuhongru3@jd.com 
5
中南大学湘雅医院 

baiyongping@csu.edu.cn 
6
中南大学湘雅医院临床护理学教研室 

humeiling0704@126.com 

Abstract. 本文介绍了由2021年全国知识图谱与语义计算大会（CCK-

S2021）组织的蕴含实体的中文医疗对话生成竞赛第一名的方法，本届竞

赛要求生成与历史条件一致且有医疗意义的回复。因此我们提出了一个由

实体预测和实体感知对话生成模块组成的流水线系统，通过融合机制将预

测实体与对话上下文添加到生成模型中，以利用来自不同来源的信息。在

解码阶段，我们使用多样性集束搜索，以提高回复的多样性。在比赛后

期，我们利用两种不同的融合方法，提升了最终回复的长度和质量。 
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1 引言 

1.1 背景 

在新冠疫情期间，中国存在着医疗资源短缺、医生负担沉重、患者等待时

间长等问题。因此，建立一个可以自动回复的医疗对话系统有利于提高临床会

诊的效率，减轻医生的负担。因此，第十五届中国知识图谱与语义计算会议

（CCKS2021）设置了蕴含实体的中文医疗对话生成的任务，参与者需要根据

胃肠病学中的医患对话语料库内容构建对话生成模型。近年来，医学对话生成

技术越来越受到研究者的关注，落地需求也逐渐加大[1-5]。为了实现生成模型

能够模仿真实的医生回复并实现真正的落地，有两个亟需解决的问题：一是模

型需要能够给出合理的回答，这通常涉及到正确的医疗实体信息[1,2]。二是模
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型需要模仿人思考习惯，生成流畅且长度较长的回复[3,4]。为此，我们提出了

一个包含实体预测和实体感知融合对话生成的两阶段的系统。我们在这项工作

可以总结如下： 
1. 我们构建了一个医学对话生成框架，采用具有很强的灵活性的流水线系统，

以获得高质量的回复； 
2. 我们开发了一种编码融合模块，充分利用对话历史的实体编码信息与预测编

码信息； 
3. 通过两种不同的模型融合方法，最后提升了最终回复的长度和质量 

接下来，本文分别从模型与方法、实验结果、以及结论进行介绍。 
 

1.2 数据描述 

 

图1.医疗对话数据示例 

医疗对话数据示例如图1所示，本次比赛提供的训练集共有17864段对话，

训练集的数据参数参考文献[4]，验证集共有452段对话，该验证集为测试集中

抽出来的452段对话数据。验证集中对话中回复每段对话平均10句，每段对话平

均198个字，每句话平均19.8个字，最大长度为300，最小长度为11，平均长度

为57.4，共有1124个实体，平均每句话有2.5个实体。测试集A一共2747段对

话，每段对话平均205.5个字，每段对话平均10.7句，每句话平均19个字。测试

集B一共1600段对话，每段对话平均194.5个字，每段对话平均9.8句，每句话平

均19.76个字。



1https://code.ihub.org.cn/projects/1775 
2https://competitions.codalab.org/competitions/29703 
3https://github.com/lddsdu/VRBot 

 

 

2 模型及方法介绍 

2.1 系统构架 
 

 

图2.医疗对话数据示例 

我们方法的框架如图2所示，其中我们采用了两阶段式的管道方法，采用

Seq2Seq架构[6]。在上游推理预测出最佳的预测实体集合，并通过最佳F1阈值

搜索进行结果优化。在下游，将预测的实体被与对话上下文输入到实体感知融

合对话生成模型中，通过多样性集束搜索得到最终的响应[7-8]。 

2.2 实体预测模型 

实体预测模块，用于对下一句（也就是医生回复）中可能出现的实体进行

预测，本质上还是一个分类模型，本次比赛中我们用到的方法有： 
A. 多种预训练模型： 

我们的医疗实体预测模型如图 2 所示，我们选择不同的预训练模型进行实

体预测，包括利用 BERT [9]、RoBERTa [10]、PCL-MedBERT1、RoBERTa-
wwm-ext [11] 等模型作为主干。至于一般领域的预训练模型，我们使用 Mac-
Bert 的预训练方法 [12] 利用在线医学数据作为继续的预训练[13]，并且利用医

学领域语料继续微调，以提高模型泛化能力： 
在网络上查询相关的开源语料，这次比赛微调利用的语料有： 
1. MLPCP2  a 榜数据（17864 段对话）（同时也是 CCKS 的训练样本集）； 
2. MLPCP2 b 榜数据，因为没有标识对话人（Speaker）的信息，因此训练了一

个 chr2bert 的模型，将预测的对话人信息用作伪标签，加入训练； 
3. CCKS b 榜的数据，因为直接标注了说话人，因此用模板去标注实体就可以

加入训练中； 
4. Kamed3 数据集，其中包括了整理之后的 Meddialogue 数据集。 



 

 

 

图2.医疗实体预测模型 

在实体预测模型部分，我们采用了以下的Trick： 
1. FGM对抗训练[15]、混合精度训练、移动滑动平均策略； 
2. 分层学习率与学习率衰减策略。具体为BERT上层学习率设置较大值，

BERT内部学习率较小，并且越接近底层学习率越小； 
3. F1指标优化技术优化类别不平衡。在分类问题中，当类别不平衡时，使

用交叉熵损失优化得到的结果，F1并不是全局最优的。考虑每一个实体为二分

类问题，可以使用阈值搜索，得到一个合理阈值。 

2.3 实体感知融合对话生成模型 

 

图3.实体感知融合对话生成模型 

通过encoder-decoder[9]的方式将对话上下文信息与实体信息通过Masked 
Muti-head Cross Attention的机制进行融合，使得最后的回复具有预测的实体信

息。 
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2.3.1 上下文编码模块 

 

图4.上下文编码模块示意图 

设计上下文编码模块，将输入进行tokenize得到的token与位置编码、一段

句子出现的实体编码进行相加，注意Eavg为整个句子的平均编码（除以句子长

度），其余每一部分都是对应句子的编码，三者相加得到输入encoder端的上下

文编码。 

2.3.2 实体编码部分 

将实体进行拼接，通过[SEP]进行隔开，通过tokenizer进行映射成token的形

式，通过与位置编码进行相加得到实体编码。 

2.3.3 编码融合机制 

具体计算方式： 

 

图5.编码融合机制示意图 

MHCA 为 Masked multi-head Cross Attention 方法。进行MHCA后进行编

码平均，使得输入解码端的信息包括了历史实体信息，预测编码信息，上下文

等信息。 



6 

 

2.4 模型融合 

我们使用了5-fold交叉验证训练策略，bagging融合机制，两类融合机制能

够提高最终的得分，并且一定程度上缓解了模型学习偏执的问题，增加了最后

回复的多样性缓解exposure bias问题，进一步提升BLEU[14]与F1值。 

3 实验 

3.1 数据预处理 

样本构造 EDA：在准备 a 榜的过程中，筛选最终的回答是数据清洗后的医

生说的样本、数据清洗后的医生说的带实体的样本，数据清洗后的医生说的长

文本的样本，为之后的课程学习微调准备数据。 
另外，在准备 b 榜的过程中，通过观察公开的测试集合样本，最短长度为

11 字，一共出现 1124 个实体，平均每句话 2.5 个实体，并且绝大部分回复都包

含实体且长度比较长。因此筛掉过短回复对应的样本 (少于 11 字的)，删掉不

包含实体的样本。 

3.2 模型实现 

3.2.1 训练策略 

继续预训练 对面向医疗文本的PCL-MedBERT上使用Mac预训练的方法继续预

训练，并在比赛数据集上进行微调。在语句中，使用正则匹配相关医疗领域词

语，以总体15%的比例替换医疗词语，而15%中则是80%替换为相似词，10%替

换随机词，10%不替换，让模型预测原句。 

3.2.2 微调策略 

课程学习&5-Fold 采用几个阶段，主要分为三步： 
第一、 利用训练好的 Seq2Seq 模型(BertGPT/T5)初始化 encoder 和 decoder 的参

数，在所有经过数据清洗的数据上进行微调，采用 boost 的方式训练 4
个 epoch 共 5 折； 

第二、 利用所有医生的带有实体的对话进行训练，使得回复具备医生的共性特

征，采用 boost 的方式训练 4 个 epoch 共 5 折。 
第三、 用长度大于 11 的医生的带有实体的对话语料训练模型，因为这些对话

有较强的实体回复特征，并且长度也很长，所以模型更容易学习如何使

用实体进行回复，训练 2 个 epoch 共 5 折。 
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3.3 实验结果 

表1.不同主干预测结果         表2.不同结构预测结果 

 

不同主干网络预测结果如表1所示，符号-Post代表在收集的数据中使用

Mac-BERT预训练方法进行继续预训练。可以观察到，BERT-base-chinese和
RoBERTa-wwm-ext具有相似的预测结果。当主干网络被 RoBERTa-large取代

后，F1改进约为1.62。我们最后选择 PCL-BERT-wwm 作为我们的基线主干网

络，继续预训练后F1提升1.03。我们还尝试了具有最高主干的不同生成模型结

构，如表3所示。结果表明利用最后三层embedding融合并加入注意力机制和

multidropout方法时，模型表现具备相当的竞争优势。。 

表3.对话生成模型结果 

 
不同对话生成模型的结果如表3所示，原始Transformer[16]的性能比较差，

这可能是编码长度限制了GPT2[17]的能力（用小词汇表）。我们利用 BertGPT 
[6] 进行课程5-fold训练，平均得分在原有基础上的高出2.62。随着预训练模型
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规模的增加，各项指标成绩呈上升趋势。微调后的 CPM2-prompt[19]取得了最

高平均分的成绩，达到18.21分。对比我们提出的不同结构，所提出的上下文编

码模块有利于提高 BLEU分数，因为历史实体对于响应生成同样重要。编码融

合模块也有效地提高了0.62的F1分数和0.2的BLEU分数，最后经过模型融合与

参数精调，我们在A、B榜我们取得了第一的成绩。  

4 结论 

在本文中，我们提出了一个管道式的医疗对话生成框架，包括两部分：医

疗实体预测和实体感知融合对话生成。在我们的框架中，我们首先使用F1阈值

搜索优化实体预测模型。同时基于Seq2Seq架构提出了医疗感知对话生成模型，

在编码端融入了上下文与历史实体编码，同时在解码端将不同的来源的信息进

行融合，采用多样性集束搜索提升回复的多样性，最后采用模型集成的方式提

高了最终的结果。我们在CCKS2021蕴含实体的中文医疗对话生成比赛中获得

了第一名，这证明了我们提出的方案的有效性和实用性方法。在未来，我们将

考虑使用知识图谱来推断预测实体，并在生成时尝试不同的融合策略，以进一

步提高生成响应的正确性和质量。 
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